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Sạt lở đất, một hiểm họa địa lý đáng kể, góp phần gây ra hàng ngàn ca tử vong và thiệt hại lên tới 100 triệu đô la hàng năm trên quy mô toàn cầu [1,2,3]. Sự gia tăng của các hiện tượng thời tiết cực đoan như mưa lớn và bão [4,5], đặc biệt là ở các vùng núi của các quốc gia đang phát triển, được dự đoán sẽ làm gia tăng tần suất sạt lở đất [6]. Nằm ở Đông Nam Á, một trong những khu vực dễ bị thiên tai nhất thế giới [7], Việt Nam đặc biệt dễ bị tổn thương. Do đó, việc dự đoán không gian chính xác của các vụ sạt lở đất là rất quan trọng cho việc giảm thiểu rủi ro.
Các phương pháp học máy đang ngày càng chiếm ưu thế so với các phương pháp thống kê trong việc lập bản đồ nguy cơ sạt lở đất, như đã được đề xuất bởi nhiều nghiên cứu [8,9,10,11,12,13,14]. Sự ưu tiên này xuất phát từ sự sẵn có rộng rãi của dữ liệu địa không gian cùng với sự phát triển của các thuật toán học máy và tối ưu hóa trên các nền tảng mã nguồn mở như Python [15] và Google TensorFlow [16]. Xu hướng này rõ ràng khi nhiệm vụ liên quan đến việc xử lý nhiều yếu tố ảnh hưởng và dữ liệu sạt lở hạn chế [17].
Mô hình kết hợp, kết hợp nhiều mô hình thành một mô hình toàn diện cuối cùng, đã nâng cao độ tin cậy của việc lập bản đồ nguy cơ sạt lở đất [18,19,20,21]. Trong số các thuật toán học máy khác nhau, học máy kết hợp nổi bật nhờ khả năng độc đáo của nó trong việc tích hợp nhiều mô hình học sâu. Phương pháp này nhằm nâng cao các khía cạnh đa dạng của học sâu, bao gồm dự đoán và phân loại, bằng cách không chỉ kết hợp các khả năng độc đáo của các mô hình học sâu riêng lẻ mà còn có thể tạo ra một mô hình lai chứa đựng các thuộc tính tập thể của các thành phần của nó [21].

Để đáp ứng những nhu cầu này, chúng tôi đề xuất một phương pháp mà chúng tôi sẽ xác thực thông qua một nghiên cứu trường hợp ở huyện Than Uyên, tỉnh Lai Châu, Việt Nam, một khu vực thường xuyên bị sạt lở đất. Chúng tôi sẽ so sánh phương pháp của mình với bốn mô hình chuẩn bao gồm Mạng Nơ-ron Tích chập (CNNs) [22], Mạng Nơ-ron Hồi quy(RNNs) [23], Mạng Nơ-ron Đa lớp (MLPNeuNet) [24], và Thuật toán SPAARCTree Tối ưu hóa BBO-DE (BBO-DE-STreeEns) [25]. Các mô hình này được tối ưu hóa bằng cùng một thuật toán tối ưu hóa là Adaptive Moment Estimation (Adam) [26].
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Trong nghiên cứu này, chúng tôi đã điều tra tính hiệu quả của học máy kết hợp, một phương pháp kết hợp nhiều mô hình học sâu, nhằm nâng cao dự đoán, phân loại hoặc các chức năng khác trong phạm vi học sâu. Nó không chỉ kết hợp các khả năng độc đáo của các mô hình học sâu khác nhau mà còn có thể tạo ra một mô hình lai được làm giàu với các đặc điểm kết hợp của các mô hình thành phần của nó [25]. Việc chọn phát triển một mô hình kết hợp như vậy có nhiều lợi thế so với việc thiết kế một mô hình mới hoàn toàn từ đầu:
Sử dụng dữ liệu hiệu quả: Học máy kết hợp có thể tận dụng kiến thức thu được từ các mô hình thành phần, do đó yêu cầu ít dữ liệu hơn để đào tạo mô hình kết hợp.
Tiết kiệm thời gian: Việc xây dựng một mô hình kết hợp thường đòi hỏi ít thời gian hơn so với quá trình xây dựng một mô hình mới.
Tối ưu hóa tài nguyên: Sự kết hợp của các mô hình thành một mô hình kết hợp thường 
[bookmark: _Toc169828399]Mạng Nơ-ron Tích chập (CNNs)
Mạng Nơ-ron Tích chập (CNNs) [22] là một loại thuật toán học sâu mạnh mẽ, được sử dụng rộng rãi cho các nhiệm vụ xử lý hình ảnh và video đa dạng. Những nhiệm vụ này bao gồm nhận dạng đối tượng, phân loại hình ảnh và phát hiện đối tượng. CNNs được thiết kế cụ thể để phân tích và trích xuất thông tin có ý nghĩa từ dữ liệu có cấu trúc lưới, chẳng hạn như hình ảnh. Chúng tận dụng khái niệm tích chập, cho phép mạng nhận diện các mẫu và đặc trưng cục bộ trong dữ liệu đầu vào. Đặc điểm độc đáo này làm cho CNNs rất thành thạo trong việc học và nhận diện các mẫu hình ảnh phức tạp một cách tự động, làm chúng trở thành một tài sản vô giá trong các ứng dụng thị giác máy tính.
Nguyên lý cốt lõi của CNNs bao gồm việc áp dụng các lớp tích chập, các lớp pooling và các lớp kết nối đầy đủ để trích xuất các đặc trưng liên quan từ dữ liệu đầu vào. Các lớp tích chập sử dụng các bộ lọc hoặc nhân điều chỉnh được để quét dữ liệu đầu vào, thực hiện các phép tích chập giúp nhận diện các mẫu hoặc đặc trưng cục bộ. Các phép tích chập này tạo ra các bản đồ đặc trưng đại diện cho các khía cạnh khác nhau của dữ liệu đầu vào.
Trong nghiên cứu này, Mạng Nơ-ron Tích chập (CNNs) được sử dụng thông qua lớp Conv1D của Keras. Cụ thể, mô hình này bao gồm hai lớp Conv1D, mỗi lớp có 64 bộ lọc và kích thước nhân là 3. Ngoài ra, mô hình cũng sử dụng hàm kích hoạt Rectified Linear Unit (ReLU) trong cả hai lớp Conv1D.
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Mạng Nơ-ron Hồi quy(RNNs) [23] đại diện cho một loại mạng nơ-ron nhân tạo độc đáo, được thiết kế đặc biệt để xử lý dữ liệu tuần tự hoặc thời gian. Chúng đạt được điều này bằng cách tích hợp các kết nối phản hồi, một đặc điểm phân biệt chúng với các mạng nơ-ron truyền thẳng truyền thống. Trong một RNN, các kết nối được thiết kế sao cho thông tin từ các bước thời gian trước có thể được truyền đến bước thời gian hiện tại. Khả năng này cho phép RNNs nắm bắt các phụ thuộc thời gian trong dữ liệu, hiệu quả xử lý các chuỗi đầu vào có độ dài khác nhau.
Cấu trúc cơ bản của RNNs cho phép chúng nhớ hoặc 'hồi tưởng' thông tin từ các bước thời gian trước trong chuỗi. 'Bộ nhớ' này được lưu trữ trong các trạng thái ẩn, được cập nhật tại mỗi bước thời gian dựa trên cả đầu vào hiện tại và trạng thái ẩn trước đó. Do đó, trạng thái ẩn phục vụ như một loại 'ngữ cảnh' nắm bắt thông tin mà mạng đã thấy cho đến nay trong chuỗi.
Trong phạm vi nghiên cứu này, các tác giả đã sử dụng Mạng Nơ-ron Hồi quy(RNNs) thông qua lớp LSTM (Long Short-Term Memory) của thư viện Keras. LSTM là một biến thể tiên tiến của RNNs được phát triển để giải quyết vấn đề gradient biến mất hoặc bùng nổ, thường gặp phải trong quá trình đào tạo các RNNs truyền thống. LSTM giới thiệu một cấu trúc phức tạp hơn trong các đơn vị tái hồi, bao gồm một cell bộ nhớ và nhiều đơn vị gating, cho phép mô hình học và nhớ trong các chuỗi dài và hiệu quả xử lý các phụ thuộc dài hạn.
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Thuật toán tối ưu hóa Adam là một kỹ thuật tối ưu hóa được sử dụng rộng rãi trong học sâu. Tên của nó bắt nguồn từ thuật ngữ Adaptive Moment Estimation (Adam) [26]. Thuật toán này là sự kết hợp của hai phương pháp tối ưu hóa khác - Thuật toán Gradient Thích ứng (AdaGrad) và Propagation Căn Bậc Hai Trung Bình (RMSprop). Bằng cách kết hợp các đặc điểm tốt nhất của AdaGrad và RMSprop, Adam cung cấp một cách hiệu quả để điều chỉnh tốc độ học cho các tham số khác nhau trong quá trình đào tạo của mạng nơ-ron. Thuật toán tối ưu hóa tốc độ học thích ứng này có lợi trong việc tăng tốc độ hội tụ và cải thiện hiệu suất tổng thể của mạng nơ-ron.
Ý tưởng chính của thuật toán tối ưu hóa Adam là nó tính toán các tốc độ học thích ứng cho các tham số khác nhau. Nó lưu trữ một trung bình suy giảm theo cấp số nhân của các gradient trước đó (như động lượng) và giữ một trung bình suy giảm theo cấp số nhân của các gradient bình phương trước đó (tương tự như RMSprop). Adam sau đó sử dụng các giá trị trung bình này để điều chỉnh các tốc độ học cho từng trọng số trong mô hình mạng nơ-ron.
Thuật toán Adam không chỉ hiệu quả mà còn yêu cầu ít bộ nhớ và tài nguyên tính toán, làm cho nó trở thành lựa chọn phổ biến trong lĩnh vực học sâu. Nó phù hợp cho các vấn đề có quy mô lớn về dữ liệu và/hoặc tham số. Khả năng của Adam trong việc xử lý gradient thưa thớt trên các vấn đề nhiễu cũng là một lý do tại sao Adam là một lựa chọn tuyệt vời khi làm việc với các mạng nơ-ron.
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Huyện Than Uyên, nằm ở phía đông nam tỉnh Lai Châu, tây bắc Việt Nam. Nó nằm giữa các kinh độ 103°35'Đ và 103°53'Đ, cũng như các vĩ độ 21°40'B và 22°08'B, bao phủ một diện tích 792,53 km² (Hình 1). Than Uyên nằm trong lưu vực sông Nậm Mu, một nhánh cấp 1 của sông Đà, và có địa hình núi trung bình và phức tạp, với mật độ sông suối cao. Nó bao gồm ba khu vực: dãy Fansipan gồ ghề ở phía đông, núi Pu San Cap thấp ở phía tây, và một thung lũng trung tâm gồm đồi, đồng bằng và núi [27,28].
Huyện có khí hậu gió mùa với hai mùa mưa (tháng Tư-tháng Mười) và khô (tháng Mười Một-tháng Ba) rõ rệt, với lượng mưa trung bình hàng năm từ 1800-2200 mm, nhiệt độ từ 22-23 °C, và độ ẩm khoảng 80%. Mạng lưới đường bộ bao gồm các tuyến đường chính liên kết với thành phố Lai Châu và các tỉnh khác, nhưng các con đường quanh co khiến nó dễ bị lở đất trong mùa mưa [28].
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Khu vực này hoạt động kiến tạo mạnh với các đứt gãy dẫn đến phong hóa mạnh và phân rã đá, tạo ra các vùng không ổn định dễ bị lở đất. Địa chất của nó được chia thành nhiều phức hệ dựa trên thành phần thạch học và độ ổn định.
Tính đến ngày 31 tháng 12 năm 2017, dân số của huyện Than Uyên là 66.589 người, với tổng số 13.838 hộ gia đình, trong đó có 3.340 hộ được xếp vào diện nghèo. Đáng tiếc, một số cư dân của huyện đã xây dựng nhà dọc theo các con đường, ngay dưới chân các sườn đồi ven đường, tạo ra nguy cơ cao về lở đất [28].
Gần đây, Than Uyên đã nổi lên như một khu vực chịu ảnh hưởng nặng nề bởi các thảm họa thiên nhiên, đặc biệt là lở đất. Những trận lở đất này bị kích hoạt bởi sự tương tác phức tạp giữa các yếu tố tự nhiên, môi trường và xã hội. Đáng chú ý, sự phát triển của các cơ sở hạ tầng mới như đường sá và khu đô thị trong khu vực đã được xác định là yếu tố chính làm gia tăng các vụ lở đất do sự can thiệp của con người [27,29].
[bookmark: _Toc169828404]Dữ liệu về lở đất
[bookmark: _Toc169828405]Các vụ lở đất lịch sử
Bản đồ kiểm kê lở đất của huyện Than Uyên (Hình 1) xuất phát từ dự án "Điều tra, Đánh giá và Phân vùng Cảnh báo Lở đất tại Các Khu vực Núi của Việt Nam", được tài trợ bởi chính phủ Việt Nam và khởi xướng bởi Viện Khoa học Địa chất và Khoáng sản Việt Nam vào năm 2012 [27,28].
Sử dụng phân tích ảnh hàng không, phân tích địa hình 3D với các bản đồ địa hình tỷ lệ 1:10,000, ảnh vệ tinh và radar, cùng với các khảo sát thực địa, dự án đã xác định được 114 vụ lở đất tại huyện Than Uyên trong thập kỷ qua, chủ yếu được kích hoạt bởi lượng mưa [27,28]. Các vụ lở đất này tập trung dọc theo các sườn đồi gần Quốc lộ 279 (từ làng Sập Người đến đèo Khau Co), tỉnh lộ 106 (từ Mường Kim đến Khoen Ôn), và các đường liên xã nối Mường Kim với Tà Mung và Than Uyên với Phạ Mu. Trong thời gian nghiên cứu, không có vụ lở đất nào do động đất được ghi nhận.
Nghiên cứu và phân tích hiện trường cho thấy các vụ lở đất chủ yếu do các cơn giông bão lớn, đặc biệt khi lượng mưa hàng ngày vượt quá 100 mm. Các sự kiện này dẫn đến bão hòa nước trong hỗn hợp đất và đá trên các sườn đồi, làm giảm sức kháng cắt và gây mất ổn định. Hình 2 cung cấp hình ảnh của một vụ lở đất trong khu vực nghiên cứu.
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[bookmark: _Toc169828415]Hình 2 Hai bức ảnh về vụ lở đất trên bờ dốc của Quốc lộ 279, gần bờ phải của suối Nậm Kim, làng Na Pá, xã Mường Kim, huyện Than Uyên. Nguồn: Viện Khoa học Địa chất và Khoáng sản Việt Nam [29]
[bookmark: _Toc169828406]Các Yếu Tố Ảnh Hưởng Đến Lở Đất
Để phân tích lở đất trong khu vực nghiên cứu, chúng tôi đã xem xét 10 yếu tố ảnh hưởng: độ cao, độ dốc, độ cong, hướng sườn, biên độ địa hình, loại đất, địa chất, khoảng cách đến đứt gãy, khoảng cách đến đường, và khoảng cách đến sông. Các yếu tố này, được biết đến là có ảnh hưởng đến sự ổn định sườn dốc và nguy cơ lở đất [25], được lập bản đồ như sau:
Độ cao: Ảnh hưởng đến góc dốc, lực hấp dẫn, khí hậu và thảm thực vật. Được suy ra từ mô hình số độ cao (DEM) dựa trên bản đồ địa hình tỷ lệ 1:50,000 (Hình 3a).
Độ dốc: Các sườn dốc càng dốc càng dễ bị lở đất. Được tạo từ DEM (Hình 3b).
Độ cong: Chỉ ra sự thay đổi trong góc và hướng của sườn dốc; các khu vực có độ cong tuyệt đối cao hơn có nguy cơ cao hơn. Được tạo từ DEM (Hình 3c).
Hướng sườn: Ảnh hưởng đến các yếu tố môi trường như lượng mưa và độ ẩm của đất. Được lập bản đồ thành chín lớp từ DEM (Hình 3d).
Biên độ địa hình: Phản ánh năng lượng trọng lực tiềm năng. Được tạo trong ArcGIS Pro (Hình 3e).
Loại đất: Ảnh hưởng đến việc thoát nước và sự ổn định của sườn dốc. Dựa trên bản đồ thổ nhưỡng tỷ lệ 1:100,000 với 11 loại đất (Hình 3f).
Địa chất: Xác định các loại đá và cấu trúc ảnh hưởng đến sự ổn định. Được suy ra từ bản đồ địa chất tỷ lệ 1:200,000 cho thấy 12 đơn vị (Hình 3g).
Khoảng cách đến đứt gãy: Phân loại khoảng cách từ 0-200m đến >1000m từ bản đồ tỷ lệ 1:200,000 (Hình 3h).
Khoảng cách đến đường: Phân loại khoảng cách từ 0-40m đến >120m từ bản đồ tỷ lệ 1:50,000 (Hình 3i).
Khoảng cách đến sông: Phân loại khoảng cách từ 0-40m đến >120m từ bản đồ tỷ lệ 1:10,000 (Hình 3j).

Những bản đồ này cùng nhau cung cấp một đánh giá toàn diện về các yếu tố ảnh hưởng đến nguy cơ lở đất trong khu vực.
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[bookmark: _Toc169828416]Hình 3 Các yếu tố ảnh hưởng đến lở đất: (a) Độ cao; (b) Độ dốc; (c) Độ cong; (d) Hướng sườn; (e) Biên độ địa hình; (f) Loại đất; (g) Địa chất; (h) Khoảng cách đến đứt gãy; (i) Khoảng cách đến đường; và (j) Khoảng cách đến sông. Nguồn [25].
[bookmark: _Toc169828407]Mô hình học máy tổng hợp đề xuất cho dự đoán lở đất
Lưu đồ của phương pháp CNNs-RNNs đề xuất cho việc lập bản đồ nguy cơ lở đất được minh họa trong Hình 4. Để thu thập kiểm kê lở đất và các yếu tố ảnh hưởng, dữ liệu không gian đa nguồn đã được xử lý bằng ArcGIS Pro 2.8 và lưu trữ trong cơ sở dữ liệu lở đất dưới dạng file geodatabase. Các yếu tố ảnh hưởng đã được chuyển đổi thành ô lưới 20m×20m và chuẩn hóa trong khoảng [0.001–0.999]. Mô hình CNNs-RNNs được thực hiện bởi các tác giả bằng Python.
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[bookmark: _Toc169828417]Hình 4 Lưu đồ của mô hình tổng hợp CNNS-RNNs đề xuất cho lập bản đồ nguy cơ lở đất
Cơ sở dữ liệu Lở đất
Nghiên cứu bao gồm 114 vị trí lở đất riêng biệt, được phân chia ngẫu nhiên thành hai nhóm: một tập huấn luyện với 80 ô, chiếm 70% tổng số, và một tập xác nhận với 34 ô còn lại. Tất cả các ô lở đất đều được gán giá trị '1'. Để ngăn chặn sự thiên lệch do phân bố không đều của dữ liệu lở đất và không lở đất, một số ô lưới tương đương đã được chọn ngẫu nhiên từ các khu vực không lở đất. Các ô này được gán giá trị '0' và được tích hợp vào các tập huấn luyện và xác nhận. Kết quả là, cả tập huấn luyện và tập xác nhận đều có phân bố đều với 160 và 68 mẫu tương ứng, đảm bảo số lượng pixel lở đất và không lở đất cân bằng trong mỗi tập. Tập huấn luyện được sử dụng để phát triển các mô hình lở đất, và tập xác nhận được sử dụng để đánh giá độ chính xác và độ tin cậy của chúng.
Để xây dựng cơ sở dữ liệu lở đất, các giá trị của mười yếu tố ảnh hưởng đã được trích xuất cho mỗi pixel trong tập dữ liệu. Cơ sở dữ liệu bao gồm một biến phụ thuộc (nhãn) và mười biến độc lập. Trong số các biến độc lập, sáu biến có tính chất phân loại: hướng sườn, loại đất, địa chất, khoảng cách đến đường giao thông, khoảng cách đến sông suối, và khoảng cách đến đứt gãy. Bốn biến độc lập còn lại là biến liên tục: độ cao, độ dốc, độ cong và biên độ địa hình.
Đánh giá Hiệu suất
Đánh giá hiệu suất của mô hình là rất quan trọng để đảm bảo độ chính xác và khả năng tổng quát hóa [30, 31, 32]. Chúng tôi đã đánh giá mô hình của mình bằng cả tập huấn luyện và tập xác nhận. Tập huấn luyện đo lường mức độ khớp dữ liệu, trong khi tập xác nhận đánh giá khả năng dự đoán.
Chúng tôi đã sử dụng nhiều chỉ số để đánh giá khả năng phân loại của mô hình lở đất, bao gồm đường cong đặc tính hoạt động của bộ thu (ROC) và diện tích dưới đường cong ROC (AUC). Những chỉ số này cung cấp một thước đo tổng thể về độ chính xác dự đoán và cho phép so sánh mô hình, phản ánh độ đặc hiệu và độ nhạy.
Đối với vấn đề phân loại nhị phân này (lở đất so với không lở đất) [33], chúng tôi đã tính toán các chỉ số sau: Giá trị Dương Thực (TP), Giá trị Âm Sai (FN), Giá trị Âm Thực (TN), và Giá trị Dương Sai (FP) [33]. Các chỉ số bổ sung bao gồm Giá trị Dự đoán Dương (PPV), Giá trị Dự đoán Âm (NPV), Độ Nhạy (Tỷ lệ Dương Thực, TPR), Độ Đặc Hiệu (Spe), Tỷ lệ Dương Sai (FPR), Độ Chính Xác (Acc), Điểm F1, và Hệ số Kappa của Cohen [33]. Những chỉ số này giúp xác định mô hình có hiệu suất tốt nhất.
Đường cong ROC biểu diễn hiệu suất của bộ phân loại qua các ngưỡng khác nhau, vẽ FPR trên trục x và TPR trên trục y [33]. AUC đo lường hiệu suất qua các ngưỡng, với các giá trị dao động từ 0.5 (kém) đến 1.0 (xuất sắc) [33]. Trong mô hình lở đất, AUC là kỹ thuật tiêu chuẩn để đánh giá hiệu suất tổng thể của mô hình. Theo Peterson và cộng sự [34], các giá trị AUC từ 0.5 đến 0.6 biểu thị hiệu suất rất kém, từ 0.6 đến 0.7 kém, từ 0.7 đến 0.8 trung bình, từ 0.8 đến 0.9 tốt, và từ 0.9 đến 1.0 rất tốt. Vì vậy, AUC đóng vai trò như một chỉ số quý giá về độ chính xác dự đoán, giúp tối ưu hóa các ngưỡng phân loại.
Mô hình Đối chứng và So sánh
Để chứng minh tính hiệu quả của mô hình nguy cơ lở đất được đề xuất, chúng tôi đã so sánh hiệu suất của nó với các thuật toán phân loại đối chứng. Các mô hình đối chứng sau đây đã được xem xét: Mạng Nơ-ron Tích chập (CNNs) [22], Mạng Nơ-ron Tái diễn (RNNs) [23], Mạng Nơ-ron Perceptron Đa Lớp (MLPNeuNet) [24], và Cây SPAARCTree được Tối ưu hóa BBO-DE [25].
Mô hình đề xuất và mỗi mô hình đối chứng đã được huấn luyện và kiểm tra bằng cách chia tập dữ liệu thành tập huấn luyện và kiểm tra như nhau. Hiệu suất của chúng được đánh giá và so sánh bằng chỉ số AUC và Độ Chính Xác (Acc), với AUC và Acc cao hơn biểu thị độ chính xác dự đoán tốt hơn.
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[bookmark: _Toc169828409]Trọng số của các yếu tố ảnh hưởng đến lở đất
Để xác định mức độ đóng góp của mười yếu tố ảnh hưởng đến lở đất đối với mô hình CNNs-RNNs và mô hình Cây SPAARCTree được Tối ưu hóa BBO-DE [25], chúng tôi đã áp dụng thuật toán bao [35], sử dụng phương pháp kiểm tra chéo năm lần gập để tránh sai lệch tiềm ẩn [36]. Phân tích của chúng tôi cho thấy độ dốc có vai trò lớn nhất (giá trị điểm = 0.299), tiếp theo là khoảng cách đến đường (giá trị điểm = 0.224) và độ cao (giá trị điểm = 0.142). Các yếu tố còn lại đóng góp ít hơn vào hai mô hình, với giá trị điểm dao động từ 0.026 (khoảng cách đến sông) đến 0.084 (khoảng cách đến đứt gãy). Kết quả này tương đồng với các phát hiện từ nghiên cứu trước đây của chúng tôi [25].

[bookmark: _Toc169828410]Kết quả và đánh giá của các mô hình
Bốn mô hình dự đoán nguy cơ lở đất: Mạng Nơ-ron Tích chập (CNNs) [22], Mạng Nơ-ron Tái diễn (RNNs) [23], Mạng Nơ-ron Perceptron Đa Lớp (MLPNeuNet) [24], và Cây SPAARCTree được Tối ưu hóa BBO-DE [25], đã được huấn luyện thành công bằng tập dữ liệu huấn luyện với phương pháp kiểm tra chéo mười lần gập.
Bảng 1 hiển thị kết quả huấn luyện của năm mô hình dự đoán nguy cơ lở đất sử dụng tập dữ liệu huấn luyện và kiểm tra chéo mười lần gập để giảm thiểu nguy cơ overfitting. Tất cả các mô hình đều thể hiện hiệu suất tốt với dữ liệu huấn luyện, nhưng các mô hình BBO-DE-STreeEns (AUC = 0.987, Kappa = 0.875, Fscore = 0.939, và Acc = 93.8) và CNNs-RNNs (AUC = 0.991, Kappa = 0.9, Fscore = 0.951, và Acc = 95) đạt hiệu suất tốt nhất. Về hiệu suất, CNNs và MLPNeuNet cho kết quả tương đương, trong khi RNNs đạt kết quả tốt hơn một chút, như được trình bày trong Bảng 1.
[bookmark: _Toc169828419]Bảng 1 Các chỉ số hiệu suất của mô hình CNNs-RNNs đề xuất và các mô hình đối chứng trên tập dữ liệu huấn luyện.
[image: A black background with a black square

Description automatically generated with medium confidence]
Đánh giá hiệu suất dự đoán của các mô hình lở đất là rất quan trọng để đánh giá hiệu quả của chúng. Sử dụng tập dữ liệu xác nhận, chúng tôi nhận thấy các mức độ hiệu suất khác nhau giữa năm mô hình (Bảng 2). Các mô hình BBO-DE-STreeEns (AUC=0.940, Kappa=0.735, F-score=0.862, Acc=86.8%) và CNNs-RNNs (AUC=0.968, Kappa=0.765, F-score=0.875, Acc=88.2%) thể hiện khả năng dự đoán cao nhất, với các chỉ số thống kê xuất sắc. Mô hình RNNs (AUC=0.855, Kappa=0.559, F-score=0.727, Acc=77.9%) cũng hoạt động tốt nhưng kém hiệu quả hơn một chút. Mô hình CNNs (AUC=0.798, Kappa=0.382, F-score=0.687, Acc=69.1%) và mô hình MLPNeuNet (AUC=0.748, Kappa=0.294, F-score=0.684, Acc=64.7%) cho thấy khả năng dự đoán thỏa đáng nhưng thấp hơn.
[bookmark: _Toc169828420]Bảng 2 Các chỉ số hiệu suất của mô hình CNNs-RNNs đề xuất và các mô hình đối chuẩn trên tập dữ liệu kiểm tra.
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Bản đồ dự đoán nguy cơ lở đất cuối cùng cho huyện Than Uyên, dựa trên mô hình CNNs-RNNs, được trình bày trong Hình 5.
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[bookmark: _Toc169828418]Hình 5Bản đồ nguy cơ lở đất cho huyện Than Uyên sử dụng mô hình CNNs-RNNs.
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Lở đất là một hiểm họa tự nhiên đáng kể, gây tổn thất lớn về người và kinh tế, càng trầm trọng hơn do việc sử dụng đất không hợp lý và biến đổi khí hậu. Các mô hình dự đoán chính xác là rất quan trọng để giảm thiểu các vấn đề này. Chúng tôi đã phát triển và xác thực một mô hình học máy tổ hợp, CNNs-RNNs, để lập bản đồ nguy cơ lở đất ở huyện Than Uyên, Việt Nam, một khu vực dễ bị lở đất và lũ lụt.
Mô hình CNNs-RNNs của chúng tôi kết hợp những ưu điểm của Mạng Nơ-ron Tích chập (CNNs) và Mạng Nơ-ron Tái diễn (RNNs), cụ thể là Mạng Bộ Nhớ Dài Ngắn Hạn (LSTM), được tối ưu hóa bằng thuật toán Adam. CNNs xuất sắc trong việc phân tích dữ liệu không gian, trong khi LSTMs quản lý dữ liệu thời gian như điều kiện thời tiết. Sức mạnh dự đoán xuất sắc của mô hình xác nhận tính hiệu quả của nó.
Mô hình này vượt trội hơn các mô hình đối chuẩn từ nghiên cứu trước đây của chúng tôi, bao gồm CNNs, RNNs, MLPNeuNet, và BBO-DE-STreeEns [25]. Trong số mười yếu tố lở đất, độ dốc và khoảng cách đến đường là quan trọng nhất, điều này là hợp lý do địa hình đồi núi của Than Uyên. Lở đất chủ yếu xảy ra trên các sườn dốc từ 16 đến 34 độ, thường ở gần các con đường.
Tuy nhiên, sự phân bố của các mẫu lở đất dọc theo các con đường có thể đưa vào độ lệch, ảnh hưởng đến độ chính xác của mô hình. Để giảm thiểu điều này, chúng tôi sử dụng dữ liệu từ nhiều nguồn, bao gồm khảo sát thực địa, cảm biến từ xa và hồ sơ lịch sử. Chúng tôi cũng sử dụng biến ngẫu nhiên, phân tích độ nhạy, và kỹ thuật kiểm tra chéo không gian và không gian.
Mặc dù lượng mưa là một yếu tố đã biết trong mô hình lở đất, chúng tôi không thể kết hợp nó do thiếu dữ liệu chính xác. Nghiên cứu tương lai nên bao gồm lượng mưa và giải quyết các bất định trong dự đoán của nó.
[bookmark: _Toc169828412]Kết luận
Nghiên cứu này đã giới thiệu một mô hình học máy tổ hợp mới, CNNs-RNNs, để lập bản đồ nguy cơ lở đất, được xác thực dựa trên cơ sở dữ liệu của huyện Than Uyên gồm 114 vị trí lở đất và 114 vị trí không lở đất, và mười yếu tố ảnh hưởng. Hiệu suất của mô hình cũng được so sánh với bốn mô hình đối chuẩn: CNNs [22], RNNs [23], MLPNeuNet [24], và BBO-DE-STreeEns [25]. Nghiên cứu của chúng tôi đã dẫn đến các kết luận quan trọng sau:
Sự kết hợp của CNNs và RNNs (mạng LSTM) với Adam Optimizer đã tạo ra một mô hình tổ hợp mạnh mẽ, cung cấp bản đồ nguy cơ lở đất chính xác.
Mô hình CNNs-RNNs vượt trội hơn các mô hình đối chuẩn, nhấn mạnh tiềm năng của nó trong việc lập bản đồ nguy cơ lở đất với độ chính xác cao.
Mười yếu tố ảnh hưởng đến lở đất bao gồm độ cao, độ dốc, độ cong, hướng sườn, biên độ địa hình, loại đất, địa chất, khoảng cách đến đứt gãy, khoảng cách đến đường, và khoảng cách đến sông, đã được xác định dựa trên phân tích kho dữ liệu lở đất và đặc điểm môi trường địa lý của khu vực nghiên cứu. Mỗi yếu tố đều có giá trị quan trọng lớn hơn không, xác nhận tầm quan trọng của chúng trong việc dự đoán lở đất.
Trong số các yếu tố đã xem xét, độ dốc và khoảng cách đến đường là những yếu tố đóng góp quan trọng nhất đến lở đất.
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