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Tóm tắt nội dung
Trong học máy vi phân (differential machine learning) chúng ta thường sử dụng phương pháp luồng gradient ngẫu nhiên cho hàm thất thoát để tìm điểm “gần như cực tiểu” của hàm thất thoát tương ứng với thuật toán phân loại “gần như tối ưu”. Mặc cho vai trò quan trọng của hàm thất thoát, cho đến hiện nay cơ sở lý thuyết cho các hàm thất thoát chưa được phát triển đúng mực. Bài báo này của chúng tôi là một đóng góp cho việc xây dựng cơ sở lý thuyết này.
Từ khóa: “hàm thất thoát, học máy vi phân, luồng gradient, asymmetric loss functions, sharp loss functions ”
1 Giới thiệu
Bài báo này là một báo cáo về nghiên cứu hiện nay của chúng tôi về việc thiết kế và xây dựng các hàm thất thoát trong học máy vi phân. Chúng tôi sẽ dựa vào các tài liệu [4, 5, 6, 18] để giới thiệu về học máy. Trong bài báo này, để cho việc trình bày được rõ ràng dễ hiểu, chúng tôi sẽ chủ yếu xét bài toán phân loại nhị phân, mặc dù hầu hết các bài toán phân loại tổng quát khác đều có thể được xử lý tương tự.
Hàm thất thoát chiếm một vai trò vô cùng quan trọng trong học máy. Tuy nhiên trước năm 2000, việc nghiên cứu hàm thất thoát ít được để tâm vì các nhà khoa học cho rằng đây chỉ là vấn đề tính toán và không ảnh hưởng đến kết quả cuối cùng của mô hình học máy (xem [3, 18]). Hiện nay các nhà khoa học đã chú ý nhiều hơn đến các tính chất của hàm thất thoát và ảnh hưởng của chúng đến sự hội tụ của các thông số trong phương pháp luồng gradient ngẫu nhiên (stochastic gradient flow) [1, 9, 10, 13, 14, 15, 16, 19, 20]. Tuy nhiên, vẫn còn thiếu một lý thuyết đầy đủ về hàm thất thoát.
Mục đích của bài báo là góp phần phát triển một lý thuyết về hàm thất thoát. Cụ thể là sau kho nhắc lại những thiết lập chung về học vi phân ở Mục 2 chúng ta sẽ chứng minh một số kết quả lý thuyết và thực nghiệm sau đây:
1. Mô hình tổng quan của học máy vi phân
2. Độ nhiễu ngẫu nhiên ngăn cản sự hội tụ của phương pháo gradient đến điểm cực tiểu (Mục 3).
3. Các hàm thất thoát không đối xứng tốt hơn các hàm thất thoát đối xứng, đặc biệt là đối với các vấn đề có sự mất cân bằng nghiêm trọng về dữ liệu giữa các lớp khác nhau, lớp này có quá ít dữ liệu so với lớp kia (Mục 4).
2 Mô hình tổng quan về học máy vi phân
Chúng ta sẽ nhắc lại ở đây một mô hình tổng quan về quá trình học máy vi phân cho bài toán phân loại nhị phân. Ta cố định một số ký hiệu như sau:
· 

 kí hiệu cho không gian đầu vào, bao gồm tất cả các tình huống có thể xuất hiện trong bài toán, cùng với độ đo xác suất  (mà phụ thuộc vào từng bối cảnh, tình huống).

Ví dụ,  tập các ảnh trong bài toán phân loại nhị phân phát hiện hổ: ảnh có con hổ, và ảnh không có con hổ trong đó.
· 

 là ground truth (giá trị thật) của hàm phân loại nhị phân. Ví dụ  nếu và chỉ nếu ảnh là ảnh có con hổ trong đó.
· Một mô hình học máy là một ánh xạ:

										(2.1)



trong đó  biểu thị không gian các tham số có thể học của mô hình học máy này. Đối với mỗi lựa chọn các tham số  thì mô hình  cho ta đầu ra là một hàm dự đoán:

									(2.2)
· 
Trong quá trình học vi phân, người ta thường thay thế hàm có giá trị rời rạc  bởi một hàm trơn liên tục hầu khắp

										(2.3)



có thể được hiểu là “xác suất”, “khả năng” hoặc “mức độ tin cậy” trong một dự đoán nhị phân: ta đặt  khi  (hoặc một ngưỡng khác nào đó), và  càng gần 1 thì ta càng tin tưởng vào dự đoán này.



Ví dụ, trong bài toán phát hiện hổ, nếu  thì máy nói rằng ảnh có hổ với độ tin tưởng rất cao, nếu  thì máy coi là ảnh có vẻ có hổ nhưng không chắc chắn lắm, còn nếu  thì có thể coi là máy không nhận ra có hổ trong ảnh.

Số chiều của không gian  chính là số các tham số mà mô hình máy có thể học. Số chiều này có thể là nhỏ (vài đơn vị hoặc vài chục, vài trăm) trong các mô hình học máy đơn giản (ví dụ như trong một mô số bài toán hồi quy ước lượng giá trị), và cũng có thể rất lớn, đến hàng chục triệu hoặc hàng trăm triệu, đặc biệt là trong các mô hình học sâu (deep learning) cho xử lý phân loại các ảnh hưởng sử dụng CNN (convolutional neural network – mạng thần kinh dùng tích chập trên các tensor).

Khi người ta nói về học sâu, nó có nghĩa là  được thiết kế bằng cách kết hợp nhiều lớp hàm / toán tử đơn giản. Cơ sở lý thuyết cho khả năng xấp xỉ một hàm bất kì nào bởi hợp của các hàm đơn giản đã được chứng minh bởi nguyên lý chồng chất của Kolmogorov (xem chẳng hạn: [2]).
· 

Quá trình học trên mô hình  là một hệ động lực (ngẫu nhiên, rời rạc, thời gian hữu hạn) trên không gian tham số :

								(2.4)



sao cho với  nào đó thì ta đạt được  là một xấp xỉ tốt nhất có thể của  (hi vọng như vậy).
· Hàm đo độ chính xác nhị phân (binary accuracy function)

							(2.5)
và các hàm tương tự, như là sensitivity (tỉ lệ dương đúng (true positive): tổng số các trường hợp thực sự dương tính được máy xác định là dương tính chia cho tổng số các trường hợp thực sự dương tính) và hàm specificity (tỉ lệ âm đúng (true nagative): tổng số các trường hợp thật sự âm tính mà được máy xác định là âm tính chia cho tổng số các trường hợp thật sự âm tính), được sử dụng để đo độ chính xác của mô hình.



Trong thực hành,  được tính bằng thực nghiệm, dựa trên việc kiểm tra kết quả trên một tập ngẫu nhiên  trường hợp  không được sử dụng trong quá trình học (điều này cũng tương tự như là việc ra đề bài kiểm tra đối với học sinh: các bài kiểm tra phảo có nét tương tự nhưng khác so với các bài đã được chữa trên lớp, để kiểm tra xem học sinh có khả năng áp dụng kiến thức không hay chỉ là học vẹt thôi):

						(2.6)

Tập các  không dùng để học mà dùng để kiểm tra như vậy được gọi là tập xác nhận (validation set) hoặc tập kiểm tra (test set) (tùy theo ai là người thực hiện việc kiểm tra này: người tạo ra mô hình máy, hay là người sử dụng máy):
· 
Trong quá trình học vi phân (differential learning), người ta thay thế tỉ lệ lỗi  bởi một hàm gọi là hàm thất thoát (loss function)

											(2.7)


có tính khả vi liên tục hầu khắp nơi (continuously differentiable almost every where). Nói một cách trực giác, hàm thất thoát  phải được chọn sao cho giá trị của  càng thấp thì ứng với độ chính xác của máy càng cao.



Hàm thất thoát  không được tính trực tiếp từ mô hình nhị phân , mà là từ mô hình vi phân , bởi công thức tích phân (lấy trung bình)

							(2.8)

trong đó  là một hàm thất thoát tính cho từng điểm, và có tính chất liên tục khả vi hầu khắp.



Khi có hàm thất thoát , người ta sử dụng phương pháp giảm giá trị theo luồng gradient (gradient descent) để tìm giá trị các tham số  có tính chất “hầu như cực tiểu hóa (almost minimizes)” .
· 

Nói một cách đơn giản, quá trình học vi phân được xác định như sau. Bắt đầu với một bộ tham số  (hoặc là một giá trị ngẫu nhiên, hoặc một giá trị “đã được học từ trước, nay học tiếp”). Ở bước  trong quá trình học, ta đặt

							(2.9)



trong đó  được chọn là số dương nhỏ, gọi là tỉ lệ học (learning rate),  kí hiệu cho gradient, và  là một “momemtum” nhỏ (dư âm từ bước trước) được thêm vào công thức.
· 
Nói chung không thể tính chính xác giá trị của gradient . Người ta chỉ có thể tính toán nó theo phương pháp thống kê lấy trung bình, sử dụng một mẫu dữ liệu tương đối nhỏ (đủ nhỏ để có thể cho vào bộ nhớ hoạt động của bộ vi xử lý của máy tính) gọi là batch ở mỗi bước, và do đó luồng gradient được gọi là luồng gradient ngẫu nhiên.
· 
Luồng gradient thực sự của một hàm số thì không nhất thiết tiến tới điểm cực tiểu toàn cục, mà hay bị mắc kẹt tại những điểm cực tiểu địa phương (có gí trị cao hơn so với cực tiểu toàn cục) và tại những điểm “yên ngựa” (không phải cực tiểu nhưng có đạo hàm toàn phần bằng 0). Để tránh các tình huống như vậy và để cho quá trình học có nhiều khả năng tiến đến những điểm gần đạt giá trị cực tiểu toàn cục hơn, người ta thêm vào các thành phần “momentum” kiểu như  được viết ở phía trên vào công thức. Như vậy, trên thục tế, người ta sử dụng luồng gradient có tính ngẫu nhiên và có mommentum (stochastic gradient flow with momentum), thay vì luồng gradient thuần túy. Trên thực tế, người ta có thể dùng nhiều lựa chọn công thức khác nhau cùng có dáng điệu chung kiểu gradient cho quá trình học, không nhất thiết phải là công thức đúng như trên.

3 Một số vấn đề ảnh hưởng đến độ chính xác
Vô số các dự đoán nhị phân rất chính xác có thể được thiết kế bằng cách sử dụng mô hình tổng quan quá trình học máy vi phân ở trên, mặc dù có nhiều vấn đề nảy sinh. Trong mục này, chúng tôi chỉ để cập đến một trong số những vấn đề như sau.
3.1    Những trường hợp ranh giới

Không gian  các dữ liệu thường là một không gian liên tục, trong đó không có ranh giới rõ ràng giữa hai lớp khác nhau, và có nhiều “điểm ranh giới” có thể thuộc về cả hai lớp cùng một lúc.
Ví dụ, trong vấn đề xác định các chữ số viết tay, có những chữ số viết tay trông vừa gống 3 lại vừa giống 5, hay vừa giống 0 lại vừa giống 6, v.v. (xem hình 3.1, lấy từ bộ dữ liệu MNIST các chữ số viết tay: https://en.wikipedia.org/wiki/MNIST_database)
[image: ]
Hình 1: Một số trường hợp ranh giới trong bộ dữ liệu MNIST
Từ quan điểm học xác suất (probabilistic machine learning, chúng ta có thể coi những trường hợp ranh giới những trường hợp mà trong số những trường hợp nằm trong một lân cận nhỏ của nó (tức là trông rất giống nó), có một lượng lớn thuộc lớp này nhưng cũng có một lượng lớn thuộc lớp khác. Đối với những trường hợp ranh giới như vậy, rất khó xác định xem chúng thực sự thuộc lớp nào. Do “tính bất định” của các trường hợp ranh giới nên có một mức giới hạn về độ chính xác mà các máy dự đoán không thể vượt qua dù cho cấu trúc ra sao và được học kiểu gì. Khi chúng ta ép một mô hình học máy phải đoán đùng hết các trường hợp ranh giới mà nó được học thì có thể đó chỉ là “overfitting” (học ép, học vẹt), không có ích khi dùng để dự đoán các trường hợp ranh giới khác mà máy chưa được học
3.2    Dữ liệu không cân đối
Một hiện tượng hay xảy ra trên thực tế là các lớp dữ liệu khác nhau có thể chênh nhau đến nhiều lần về mặt số lượng. Ví dụ như, trong vấn đề chẩn đoán các con bò xem có bị bệnh bò điên hay không, chỉ có một tỉ lệ rất nhỏ các con bò là bị bò điên.
Việc mất cân đối của dữ liệu khiến việc học trở nên khó khăn: luồng gradient ngẫu nhiên không hội tụ đến các giá trị mong muốn của các tham số, bởi vì các tham số đưa ra dự đoán chính xác nhất lại thường không phải là các tham số làm cho hàm thất thoát đạt cực tiểu.
Trong Mục 4 chúng ta sẽ nghiên cứu hiện tượng này trong một mô hình đồ chơi (toy model), tức là một mô hình đơn giản dùng để làm minh họa cho vấn đề.
3.3    Tính bất định tạo bởi nhiễu
Ta để ý rằng các luồng gradient ngẫu nhiên có momentum dùng trong học máy vi phân có thể được coi như các hệ động lực Hamilton ngẫu nhiên có suy giảm (damped stochatic Hamiltonian flows) (các hệ Hamilton là các hệ động lực bảo toàn năng lượng trong cơ học và vật lý): thành phần momentum chính là thành phần dạng Hamilton, còn thành phần gradient chính là thành phần tạo suy giảm. Chúng ta biết (xem chẳng hạn bài báo [17]) rằng một chuyển động lắc điều hòa ngẫu nhiên có suy giảm (stochastic damped harmonic oscillator) không hội tụ đến điểm có mức năng lượng nhỏ nhất, mà “hội tụ theo kiểu ngẫu nhiên” (tức là tiến tới giao động xung quanh) một mức năng lượng cao hơn so với mức nhỏ nhất. Đối với vấn đề học máy vi phân, điều đó có nghĩa là không thể trông đợi luồng gradient ngẫu nhiên của quá trình học máy đạt tới điểm cực tiểu của hàm thất thoát. Trái lại, nó sẽ giao động xung quanh một mức năng lượng nào đó cao hơn mức năng lượng thấp nhất, và cũng do vậy dự đoán của máy sẽ có phần bất định. Hiện tượng này chính là hiện tượng bất định tạo bởi nhiễu, do có tính ngẫu nhiên gây ra.
3.4    Việc lựa chọn hàm thất thoát
Đây là chủ đề chính của báo cáo này. Trong nhiều trường hợp, ta có thể cải thiện mô hình máy cho tăng độ chính xác đáng kể, bằng cách sử dụng một hàm thất thoát tốt hơn, phù hợp hơn với vấn đề, thay vì dùng một hàm thất thoát cổ truyền phổ biến như là hàm BCE (binary cross entropy).
4 Hiện tượng mất cân bằng dữ liệu, qua một mô hình đồ chơi đơn giản
4.1    Mô tả mô hình



Trong mô hình này, không gian đầu vào  chỉ là một khoảng: . Hàm phân loại nhị phân sự thật (ground truth) của vấn đề là một hàm hằng số theo khúc, nghĩa là,  chia thành một số khúc con, và trên mỗi khúc thì hàm là hằng số:

										(4.1)





với  và sự thật là:  trên  và  trên . (Thay vì lấy giá trị 0 và 1 cho phân loại nhị phân, ở đây ta lấy 1 và -1 để đặc trưng cho dương tính và âm tính).







Mỗi bộ tham số trong mô hình đồ chơi này gồm  tham số . Dự đoán nhị phân của mô hình sẽ là  nếu . Rõ ràng, mô hình đạt độ chính xác tối đa  khi các tham số  trùng khớp với các hệ số  của hàm sự thật.




Vì  không khả vi nên trong mô hình học máy vi phân này ta chọn một hàm khả vi  đại diện cho nó và phụ thuộc vào  tham số , có dạng như sau

								(4.2)




ở đó  là một hàm lẻ  đơn điệu tăng trên , và lõm (có đạo hàm bậc 2 là hàm âm) trên , thỏa mãn


 và 




Ví dụ, ta lấy , hoặc  với  là một số thực dương bất kỳ. Chúng ta sẽ không băn khoăn nhiều về công thức chính xác của hàm .




Chú ý rằng hàm số  có giá trị nằm trong khoảng ; nó là dương hoặc bằng 0 trên tập  và âm trên tập . Bởi vậy, hàm dự đoán của mô hình là:


				 nếu 					(4.3)
và


				 nếu .					(4.4)

Chúng ta không biết các giá trị của , và muốn tìm chúng bằng cách sử dụng luồng gradient ngẫu nhiên của hàm thất thoát sau:

										(4.5)
trong đó

									(4.6)









Ý nghĩa của hàm thất thoát theo điểm  định nghĩa phía trên như sau: giá trị của thất thoát tại mỗi điểm nằm trong khoảng từ 0 đến 2; nếu đoán đúng lớp, tức là  và  có cùng dấu, thì thất thoát nhỏ hơn 1, còn nếu đoán sai lớp thì thất thoát lớn hơn 1. Thất thoát tại điểm  mà càng nhỏ (càng gần 0) thì có nghĩa là  phải càng gần  và có dấu trùng với , tức là máy đoán đúng một cách “càng chắc chắn” về giá trị của  cho điểm .
Thay vì xét hàm thất thoát, ta có thể xét hàm thu thập (gain function)

									(4.7)





là ngược lại của thất thoát: cực tiểu của thất thoát là cực đại của thu thập. Thật không may, nói chung giá trị cực đại của hàm  không đạt tại điểm  trong không gian tham số, là tham số cho phép máy  dự đoán chính xác hoàn toàn, mà là tại một điểm tham số khác, may ra thì gần điểm , ứng với một máy  dự đoán không chính xác bằng.


Nói cách khác, nói chung, phương pháp học vi phân với hàm thất thoát như trên (hoặc với bất kì hàm thất thoát nào khác cho vấn đề dự đoán nhị phân ở đây) sẽ không cho chúng ta mô hình dự đoán với độ chính xác , ngay cả khi mô hình đó tồn tại. Thực tế này có thể thấy rõ trong trường hợp chỉ một tham số có thể học .
4.2    Trường hợp với một tham số

Mệnh đề 4.1. Với các ký hiệu trên, trong trường hợp , ta có:
i. 



Trường hợp cân bằng. Nếu , tức là , thì  là điểm cực đại của hàm thu thập .
ii. 




Trường hợp thiên vị. Nếu  nhưng  đủ nhỏ thì  đạt cực đại không phải tại điểm  mà tại một điểm lân cận trong khoảng .
iii. 







Trường hợp quá chênh lệch. Nếu  nhỏ hơn  và nhỏ đến mức , thì khi đó đạo hàm của  là hàm âm trên khoảng  và điểm cực đại của  trên khoảng  là điểm .


Trong mệnh đề trên,  hiểu là độ lớn của tập dương tính trong mô hình, còn  là độ lớn của tập âm tính. Trường hợp i) là trường hợp cân bằng, khi hai độ lớn này bằng nhau; trường hợp ii) là trường hợp có nhiều dữ liệu âm tính hơn dương tính, còn trường hợp iii) là trường hợp có quá ít dữ liệu dương tính so với dữ liệu âm tính.



Chứng minh. Trong trường hợp  thì  và , do đó

		,		(4.8)

suy ra đạo hàm của  bằng:

			.		(4.9)


Do  được chọn là hàm lẻ và dương khi  dương nên công thức trên còn có thể viết như sau:

		(4.10)



trong đó , còn dấu của  trùng với dấu của .


















Trong trường hợp iii) thì đạo hàm  luôn âm với mọi . Thật vậy, nếu  thì , từ đó suy ra . Nếu  thì  và , vậy ta cũng có . Nếu  thì do tính lõm của hàm  trên tập số dương và do  nên ta có , suy ra . Như vậy, trong trường hợp iii) hàm  là hàm âm trên , suy ra điểm cực đại của hàm  chính là điểm  trong trường hợp này.
















Trong trường hợp i) khi mà  nằm chính giữa  và , dễ thấy  tại chính điểm . Tại các điểm  thì , suy ra  do tính chất lõm của  trên  và do , suy ra . Tương tự như vậy, với mọi  ta cũng có , và do đó cực đại của  đạt tại chính điểm  trong trường hợp đối xứng này.













Trong trường hợp ii), lý luận tương tự như trong trường hợp iii), ta cũng có với mọi . Mặt khác,  nếu  đủ gần , bởi như lúc trước ta đã thấy  do tính lõm của  trên tập . Do vậy, điểm cực đại của  nằm trong đoạn  trong trường hợp này, và do tính liên tục nên khi  càng gần  (trường hợp cân bẳng) thì điểm cực đại này cũng sẽ càng gần . 		
4.3    Một số kết luận từ mô hình đồ chơi
Mệnh đề 4.1 cho thaatys những điều sau, ngay từ khi chỉ có một tham số, về tác động của việc mất cân bằng dữ liệu đối với kết quả của quá trình học máy vi phân:
· Sự cân bằng dữ liệu là cần thiết để có sự trùng khớp giữa các điểm cực tiểu của hàm thất thoát và điểm tốt nhất của mô hình máy. Khi không có cân bằng dữ liệu thì kể cả nếu luồng gradient ngẫu nhiên hội tụ được về điểm cực tiểu của hàm thất thoát, ta cũng không tìm được điểm tốt nhất cho mô hình học máy.
· Khi có chênh lệch về dữ liệu giữa các lớp, thì lớp có càng nhiều dữ liệu lại càng dễ được máy học kiểu vi phân thiên vị, lớp có càng ít dữ liệu lại càng dễ bị kỳ thị. Khi mà một lớp quá nhỏ so với lớp khác, thì có nguy cơ là máy học kiểu vi phân sẽ tiến tới bỏ qua lớp đó, coi như là nó không tồn tại, trong quá trình làm tối ưu hóa thất thoát.
Ở đây, chúng ra không đi vào chi tiết trường hợp nhiều tham số. Tuy nhiên, về mặt trực giác ta có thể thất, bằng các lý luận tương tự, rằng ngay cả khi có nhiều tham số, việc mất cân bằng dữ liệu cũng khiến cho điểm cực tiểu của hàm thất thoát có thể khác xa điểm tối ưu của máy, và điều này ảnh hưởng xấu đến kết quả của việc học máy vi phân.
4.4    Khắc phục ảnh hưởng của bất cân dối dữ liệu
Để cải thiện khả năng học của các mô hình học máy vi phân trong trường hợp dữ liệu bất cân đối, ta có thể áp dụng một số phương pháp khác nhau và có thể kết hợp chúng với nhau, như:
· Cân bằng lại dữ liệu (data rebalancing):
Ta khuyếch đại một cách nhân tạo lớp thiểu số trong quá trình cho dữ liệu vào máy học, để sao cho lượng dữ liệu của lớp thiểu số đưa vào máy cũng tương đương với lượng dữ liệu của lớp đa số. Về mặt xác suất, việc đó có nghĩa là ta thay đổi phân bố xác suất trên không gian các dữ liệu, tạo ra một phân bố xác suất mới sử dụng cho việc học máy, mà trong đó lớp thiểu số và đa số có xác suất ngang nhau.

Có nhiều cách khuyếch đại dữ liệu khác nhau. Ví dụ, ta có thể làm các phép biến đổi bảo toàn , không chỉ riêng cho lớp thiểu số, mà cho cả lớp đa số, để tập hợp các dữ liệu dùng cho máy học được phong phú và bao phủ đầy đủ các tình huống hơn. Chẳng hạn, đối với một ảnh hổ, ta có thể làm các phép biến đổi nhưu căt bớt nơ, viết đè lên nó, xoay nghiêng nó, v.v…, mà vẫn nhận được là có hổ trong đó. Các phép biến đổi như vậy thường được gọi là phép tăng cường dữ liệu (data augmentation). Ngoài tăng cường dữ liệu, ta cũng có thể tạo ra dữ liệu tổng hợp nhân tạo (synthetic data) từ những dữ liệu thực tế ban đầu.
· Hàm thất thoát không đối xứng (asymmetric loss functions):
Hầu hết các hàm thất thoát thông dụng có sẵn là hàm đối xứng theo các lớp, tức là giá trị của nó không thay đổi nếu ta hoán vị giá trị của các lớp với nhau, các lớp đều quan trọng như nhau trong công thức của hàm thất thoát.
Tuy nhiên, ta có thể xây dựng các hàm thất thoát không đối xứng (asymmetric loss functions), mà ở đó các lớp khác nhau được tính theo các trọng số khác nhau (xem ví dụ trong các mục sau). Đặc biệt, các lớp thiểu số thì được tính theo trọng số cao hơn trong hàm thất thoát, để cho vị thế của chúng trong quá trình học được tăng cường lên ngang bằng với vị thế của lớp đa số.
· Hàm thất thoát có độ sắc cao (sharp loss functions)
Trong ví dụ mô hình đồ chơi ở phía trên, họ các hàm số

								(4.11)




dùng để xây dựng hàm thất thoát có chứa một tham số . Tham số này phản ánh độ sắc (sharpness) của hàm thất thoát:  càng nhỏ thì hàm càng sắc, theo nghĩa là lượng điểm có mức thất thoát lưng chừng càng ít đi, và độ thất thoát của các điểm đoán đúng/đoán sai càng gần mức nhỏ nhất/cao nhất. Khi máy  cố định và  tiến tới 0 thì độ thất thoát của các điểm đoán đúng tiến tới 0 và của các điểm đoán sai tiến tới một trong hai trong mô hình đồ chơi nói trên.


Khi  tiến tới 0 thì “độ kỳ thị” đối với lớp thiểu số trong trường hợp ii) của Mệnh đề 4.1 (ở đây là dộ chênh lệch giữa điểm cực tiểu của hàm thất thoát và điểm tối ưu  của mô hình) cũng tiến tới 0. Như vậy, hàm thất thoát càng sắc thì điểm cực tiểu của nó càng gần tham số tối ưu thực sự của mô hình hơn và càng bớt kỳ thị lớp thiểu số hơn. Vì lý do này, ta có thể muốn tăng độ sắc của hàm thất thoát dùng trong quá trình học máy vi phân.
Tuy nhiên, có một giá phải trả cho độ sắc của hàm thất thoát, khiến cho ta không thể dùng hàm thất thoát sắc quá một mức nào đó. Cụ thể là, khi hàm thất thoát càng sắc, thì ảnh hưởng của tính bất định tạo bởi các yếu tố ngẫu nhiên trong quá trình học càng cao, khiến cho luồng gradient ngẫu nhiên càng khó tiến tới điểm cực tiểu mà trái lại càng giao động ở “mức năng lượng” cao hơn. Nói cách khác, khi điểm cực tiểu của hàm thất thoát càng gần điểm tham số tối ưu thực sự của máy (do hàm thất thoát càng sắc) thì những điểm mà ta tìm ra được bằng phương pháp luồng gradient lại càng xa điểm cực tiểu của hàm thất thoát, và như vậy chúng vẫn xa điểm tham số tối ưu của máy dù hàm thất thoát có sắc đến mấy. Và tất nhiên, khi độ sắc tiến tới vô cùng, thì hàm thất thoát trở thành hàm nhảy giữa một số giá trị rời rạc, mất tính khả vi và không còn dùng được trong học máy vi phân nữa.
Lý luận trên cho thấy, trong mỗi vấn đề học máy vi phân cần có một độ sắc tối ưu cho hàm thất thoát, để trung hòa tốt nhất giữa độ lớn của hao sai số (để cho cả hai đều nhỏ): sai số giữa điểm tối ưu của máy và điểm cực tiểu của hàm thất thoát, và sai số giữa điểm cực tiểu của hàm thất thoát và điểm tìm được bằng phương pháp luồng gradient ngẫu nhiên (ứng với nguyên lý bất định).
4. Kết luận
Một trong những vấn đề quan trọng để cải tiến mô hình học máy  là thay đổi hàm thất thoát, bài báo này đóng góp một phần vào nội dung đó. Đây là vấn đề còn mới, tôi hi vọng sẽ có những nghiên cứu tiếp theo để cải thiện tốt hơn.
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